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1.　は　じ　め　に
　人間のみが行えると考えられていた知的な情報処理を計算機やロボットで代替する技術とし
て，人工知能がある．高度な人工知能の構築とその応用は，産業革命の一つに値するほどの技
術革新となるのではないかと，大きな注目を集めている．
　現状の人工知能は，機械学習，特に，統計的な学習システムの発展を主な基盤技術としてい
る．統計的な学習システムは，その機能をもとに分類すると主に三つの手法から成り立ってい
る．一つ目は，例えば大量の犬と猫のラベル付きの画像を学習し，学習したモデルを使って新
しい画像を判定する手法であり，教師あり学習と呼ばれる．二つ目は，ラベルがないデータか
ら，データの背後にある構造（データを生成している過程）を推測し，それを活用してデータ
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要　約　強化学習は，教師信号が明示的に与えられず，報酬だけが得られるタスクで利用され，
多くの成功を収めている．しかしながら，学習に頑健性がないことや，ハイパーパラメータ
の細かいチューニングが必要なため，新しいタスクへの適用は容易ではなく，強化学習の広
い適用の障害となっている．頑健性がない理由のひとつとして，既存の手法は，報酬や方策
パラメータの不確実性を明示的に考慮していないため，学習過程での確率的なゆらぎに強く
影響を受けてしまうことが考えられる．本稿では，ロボットの制御などを含む連続的な状態
空間と行動を持つ環境を対象に，パラメータベースの方策探索について，ベイズ法を用いて
不確実性の問題点を解決する手法を提案する．はじめに，報酬と方策パラメータの不確実性
を明示的に考慮に入れた目的関数を定義する．さらに，設定した目的関数を効率的に最適化
するアルゴリズムを与える．数値実験を行い提案手法の有効性を調べたところ，提案手法は，
方策パラメータの分布のエントロピーを通じて，報酬の探索と獲得の適切なバランスをとる
ことにより，従来の手法より安定してタスクを成功させることがわかった．この結果は，提
案手法が，安定した学習によりタスク達成までの試行回数を減らすことによって，強化学習
の適用範囲を拡大する可能性があることを示唆している．

Abstract　Reinforcement learning is suitable for many tasks that cannot provide an explicit training sample 
and can only provide rewards. Despite some high-impact successes, reinforcement learning is not easily 
applicable to many new situations due to lack of robustness and the need for hard hyperparameter tuning. 
One reason for this problem is that the existing methods do not account for the uncertainties of rewards 
and policy parameters. In this paper, we use Bayesian methods in parameter-based policy exploration to 
define an objective function that explicitly accounts for uncertainty of reward and policy parameters. In 
addition, we provide an efficient algorithm that optimizes this objective function under continuous state 
and action spaces. Numerical results show that the proposed method is more robust than existing non-
Bayesian parameter-based policy exploration by balancing reward acquisition and exploration.
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の良い表現を与える手法で，教師なし学習と呼ばれる．自然言語処理への応用（“BERT”［3］）
では，教師なし学習による良いデータ表現の獲得により，テキスト分類や，文書要約など様々
なタスクへ活用できることが示されている．三つ目は強化学習で，ラベル付きデータの代わり
に，各状態について，その状態の良さを表す報酬と呼ばれる値が得られる．対戦型ゲームであ
れば，勝ちが確定した状態に対して正の報酬を与えたり，ロボットがあるタスクを達成した状
態に対して正の報酬を与える．強化学習の目標は，得られる累積報酬を最大化するように，状
態に対して行動を決定する“方策”を学習することにある．例えば，自転車に乗る動作の学習
などは，正解データを与えるのが困難なため教師あり学習は使いにくいが，転ばずに進めた距
離を報酬として強化学習は適用可能である．現状では，統計的な学習を通した知的な情報処理
の大きな枠組みとして，これら三つの学習の適切な組み合わせを構成するアプローチ（“World 
Models”［6］［4］）が模索されている．
　本稿では，この中で強化学習に焦点をあてる．強化学習は，ビデオゲーム［13］や碁［20］など閉じ
たシミュレート可能な環境で大きな成功を収めている．しかしながら，ロボット制御を含む実
環境でのタスクを解くことは未だ困難な状況にある．本稿では，連続的な状態空間と行動を持
つ場合の強化学習に関する三つの問題に焦点をあてる．
　一点目の問題は，状態ベースで探索を促すための確率的な方策は，それぞれの時刻で確率的
に行動を選択するため，状態の軌道がなめらかにならないことである．このことにより，
“REINFORCE”［26］などの方策勾配を用いる手法では，勾配の推定において分散が大きくなって
しまう．“Deep Deterministic Policy Gradient（DDPG）”［12］や“Twin Delayed Deep Deter-
ministic policy gradient（TD3）”［5］などの手法は，状態ベースの方策探索において，勾配の分
散が小さくなる決定論的方策が利用できるような改良を提案している．一方で，“Policy Gra-
dients with parameter-based exploration”［19］のようなパラメータベースの方策探索は，方策の
パラメータについて分布を導入する．この分布による階層構造の導入は，探索を行動空間から
パラメータの空間に移行させることにより，決定論的な方策を可能にする．
　二点目の問題は，学習の過程において，報酬の値は確率的に与えられるため，そこに不確実
性があることに起因する．例えば，たまたま良い初期値から始まった場合や，たまたま報酬の
値が大きかった場合は，その試行の中では，行動がうまくいったように見えるが，報酬の期待
値を最大化する目的には十分でない．そのため，不確実性を考慮せず，一試行で大きな報酬が
得られたことを過度に評価すると，その行動に固着して新しい行動を探索することが不足した
り，うまくいった行動に飛びついて方策が不安定になってしまう．一方で，不確実性を過度に
考慮すると，学習のスピードが停滞し，いつまでたっても最適な報酬に収束しないため，学習
に必要な試行数が増加してしまう．この問題は，報酬の探索と獲得のトレードオフと呼ばれ，
トレードオフの解消に精密なハイパーパラメータの設定が必要となり，強化学習の新しいタス
クへの適用を困難にしている．
　三点目の問題は，方策パラメータの不確実性の問題である．一般にニューラルネットワーク
を含む非線形モデルは，学習できる関数の範囲が非常に広く，そのことが様々なタスクへの適
用可能性を広げているが，逆にそれがあだともなり，パラメータの摂動に対して関数が大きく
動いてしまう．そのため最尤推定を含む，パラメータの不確実性を考慮しない学習アルゴリズ
ムは，データの有限性からくるばらつきによって方策が不安定化し，学習の頑健性が下がって
しまう．



ベイズ法を用いたパラメータベースの方策探索　　（173）87

　ベイズ法は，不確実性を分布として正面から扱う手法である．既存研究では，“K-Learn-
ing”［15］［16］が報酬の不確実性をベイズ法の枠組みで導入し，探索と獲得のトレードオフを効率的
に最適化できることを示している．しかしながら，“K-Learning”は離散的な状態空間と行動
を仮定していて，そのアルゴリズムの連続的な状態空間と行動への適用は決して自明ではない．
　本稿では，連続的な状態空間と行動を持つ環境におけるパラメータベースの方策探索におい
て，報酬と方策パラメータの不確実性を考慮に入れた新たな強化学習法を提案する．本稿にお
ける貢献は以下の 3 点に集約される．
・ ベイズ法を用いて，報酬と方策パラメータの不確実性を明示的に考慮した目的関数を定義

したこと
・定義した目的関数を効率的に最適化するアルゴリズムを構築したこと
・ 数値実験を通じて，提案手法が，報酬の探索と獲得のトレードオフを最適化し，そのこと

により従来の手法より安定して学習可能なことを示したこと

2. パラメータベースの方策探索
強化学習は，行動を通じて環境と相互作用しながら，与えられる報酬を最大化するために，

方策と呼ばれる状態から行動への最適な写像を求める問題である．以下，この問題の数学的定
式化とパラメータベースの方策探索について述べる．

2. 1　仮定
時刻 T ステップの状態 x1:T+1，行動 u1:T，および報酬 r1:T の結合確率分布が以下のように定

式化されるマルコフ決定過程を仮定する．

( ) ( ) ( ) ( ) ( )1: 1 1: 1: 1 1
1

, , , , ,
T

T T T t t t t t t t t

t

p x u r p x p x x u p r x u p u x+ +
=

= Õ

ただし，p (x1) は初期状態の確率分布，p (xt+1|xt, ut) は遷移確率分布，p (rt|xt, ut) は報酬確率分布，
p (ut|xt) は方策の確率分布を表わす．
　パラメータベースの方策探索では，方策π は現在の状態 xt と方策パラメータθ に対して，
決定論的な行動 ut を出力する．

( ),t tu xπ θ=

また，パラメータθ の一つの試行 h での評価は，一試行における報酬の和 rh で定義される．

( )1 1 1

1

, , , , , , .
T

T T T h t

t

h x u x u x r r+
=

º ¼ º å

2. 2　数学的定式化と方策探索
これらの仮定のもと，本稿で扱う問題は，報酬の和 rh の分布 p (rh|θ) および方策パラメータ

p (θ) に関する期待値 J (p) を最大化する方策パラメータの分布 p (θ)∗ を求めることと定式化さ
れる .

( ) ( ) ( ) ( ) ( ), .h h hr r p r dr J p r p dθ θ θ θ θ= =ò ò
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ただし，r (θ) はパラメータθ に対する，報酬 rh の平均である．さらに，最終的な行動 u∗
t は，

最適化された方策のパラメータの分布 p (θ)∗ による出力のアンサンブル平均で与えられる．

( ) ( ), .t tu x p dπ θ θ θ
** = ò

3.　不確実性を考慮した目的関数
　4 章で報酬と方策パラメータの不確実性をともに考慮した目的関数を定義するが，そのため
の準備を行う．また，目的関数を最適化するアルゴリズムの計算量を削減するためのガウス近
似について説明する．

　3. 1　報酬の不確実性の考慮
　パラメータベースの方策探索において，パラメータθ が与えられたもとでの真の報酬の分布
p (rh|θ) を知ることはできない．したがって，報酬の平均　　　　　　　　　　を何らかの方
法で推定する必要がある．多くの既存研究では，固定されたθ のもと，単純なサンプル平均

　　　　　　　　　で推定を行っている．しかしながら，この推定値は，推定量の不確実性を

考慮に入れていない．不確実性の考慮がない場合，学習の確率的なゆらぎによっては，報酬を
過大に推定し，探索不足になることが知られている．この問題に対し，O’Donoghue らは
“K-learning”［15］［16］を提案した．“K-learning”は単純平均の代わりに，ベイズ法を用いてキュム
ラントを利用することにより，不確実性を考慮している．キュムラントは，単純平均に比べて
より探索的にふるまう推定量であり，確率変数の独立性に対して加法性を持つなど数学的にも
良い性質を持つ．しかしながら，彼らの提案は，状態空間および行動が離散値を持つ場合であ
り，それらを連続値を持つ場合へ展開することは，連続値の分布ではエントロピーが負の値を
持ちえることなどもあり，決して自明ではない．
　この問題に対し，一般化して考察する．パラメータベースの方策探索において，目的変数を
報酬 r，説明変数を方策パラメータθ とするベイズ法による回帰問題を考える．

　　　 ( ), ,p r wθ 　（1）

ただし，w は回帰のパラメータであり，その事前分布を p (w) とする．K 個のサンプル　　 
　　　　　　　　　 が与えられたもとで，パラメータwの事後分布は以下のように記述される．
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=

=
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Õ
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はじめに，平均報酬　　　　　　　と w の事後分布 p (w|D) を使って K (θ) を定義する．

( ) ( ) ( )( )log exp , .
p w D

K E rp r w drθ β θé ùº ê ú
ë ûò

次に，パラメータ γ を用いて，キュムラント母関数を定義する．

( ) ( ) ( )( ), log exp , .
p w D

C E rp r w drθ γ γβ θé ùº ê ú
ë ûò

このとき，K (θ) の二次近似は，以下で与えられる［24］．

( ) ( )h h hr r p r drθ θ= ò

( )
1

1
k

K

hk
r r

K
θ

=
= å

( ) ( ){ }1 1, , , ,K KD r rθ θº ¼

( ) ( ){ }1 1, , , ,K KD r rθ θº ¼

( ),rp r w drθò
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一次と二次の微分は，それぞれ，平均と分散に対応する．
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したがって，K (θ) の近似は，報酬の平均 r̃ (θ) にその不確実さを表わす分散 ṽ (θ) をボーナス
として加えた形で与えられる．ただし，分散 ṽ (θ) は報酬の平均推定量の分散であり，r の予
測分布の分散ではないことには注意が必要で，平均推定量の分散を使うことは，“Thompson 
sampling”［21］と強い関係性を持つ．

　3. 2　方策パラメータの不確実性の考慮
　本稿では，方策π (x, θ) はニューラルネットワークで表現する．既存の手法の多くは，パラ
メータθ を最尤推定などの点推定で行っている．特にニューラルネットワークを含む複雑な非
線形モデルでは，パラメータの摂動に対して，関数が大きく変動し，そのことが学習過程の揺
らぎに対して不安定に応答する原因になっている．学習を安定化する有力な方法の一つにベイ
ズ推定がある．ベイズ推定は，エントロピーの効果を使って，学習を安定化するアンサンブル
をパラメータの事後分布として得る手法である．
　ベイズ推定導出の第一段階として，次のρ に対する，積分 I (ρ) を考える．

( ) ( ) ( ) ( ), 0.I w p d wρ θ θ ρ θ θ= ³ò

ただし，p (θ |ρ) はハイパーパラメータρ を持つ方策のパラメータθ の分布であり，w (θ) はθ

に関する重みを表す関数である．この先，I (ρ) に関する最大化は，重み付き尤度の推定に帰
着されることを示す．この帰着を経由して，方策パラメータの不確実性を考慮するベイズ法を
導出する．
　はじめに，現在のハイパーパラメータρ および，最適化するハイパーパラメータρ′を用いて，
I (ρ′) と I (ρ) の比を評価する．イェンセンの不等式を用いると以下のように評価ができる．

( )
( )

( ) ( )
( )

( )
( )

( ) ( )
( )

( )
( )

log log log .
w p p w p pI

d d
I I p Ip p

θ θ ρ θ ρ θ θ ρ θ ρρ
θ θ

ρ ρθ ρ θ ρ

¢ ¢¢
= ³ò ò

このとき，関数 Q (ρ′, ρ) を次のように定義すると，

　　　 ( ) ( ) ( ) ( ), log .Q w p p dρ ρ θ θ ρ θ ρ θ¢ ¢= ò 　（2）

以下の不等式が成り立つ．

( ) ( ) ( ) ( )
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Q Q
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I
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ρ

ρ

¢ -
¢ ³ +
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この不等式は，Q (ρ′, ρ) のρ′についての最大化は，I (ρ′) の下限を与えることを示している［23］．
さらに，（2）を p (θ |ρ) からのサンプルである J 個のθ j とそれに対応する w (θ j) で近似する．

( )( ) ( )( ){ } ( )

( ) ( ) ( )

1 1

1

, , , , , ,

1
, log .

p J J j

J

j j

j

D w w p

Q w p
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θ θ θ θ θ θ ρ

ρ ρ θ θ ρ
=

º ¼ ~

¢ ¢» å

そのとき，Q のρ′ について，一次の最適性条件は，

　　　 ( ) ( )
1

log 0,
J

j j

j

w pρθ θ ρ¢
=

¢Ñ =å 　（3）

と記述される．この式は，Q が以下の重み付き尤度と関連することを示していて，

　　　 ( ) ( )

1

,
j

J w

j

j

p
θ

θ ρ
=

¢Õ 　（4）

論文［22］［9］は，J → ∞ の条件のもと，重み付き尤度（4）のハイパーパラメータρ′ に対する最適な
重みが，（3）の解に収束することを示した．
　この重み付き尤度の表現を経由すると，方策パラメータのベイズ推定は，以下の予測分布
p∗(θ) として得られる．

( ) ( ) ( )

( ) ( ) ( )
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( )1
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p p d

θ

θ

θ θ ρ ρ ρ

θ ρ ρ
ρ θ θ

θ ρ ρ ρ

*

= *

=

=

= ~

ò

Õ

Õò

ただし，p (ρ) は，ハイパーパラメータρ の事前分布を表わす．

　3. 3　計算量削減のためのガウス近似
　報酬の分布 p (r|θ , w) と方策パラメータの分布 p (θ |ρ) を学習アルゴリズムの計算量削減のた
めガウス分布に制限する．この制限のもとでは，提案するアルゴリズムは，“EM-based policy 
hyperparameter exploration”［23］や“Covariance Matrix Adaptation Evolution Strategy”［8］と
関連を持つ．これらアルゴリズムは，重み関数，共分散を推定するか否か，ベイズ推定か最尤
推定か，に違いがある．
　共役事前分布のもとでのガウス分布のベイズ推定は以下の通り［14］．尤度関数はガウス分布を
仮定する．

( ) ( ) ( )22 2

22

1 1
, , exp .

22
p x x xμ σ μ σ μ

σπσ

æ ö÷ç ÷= = - -ç ÷ç ÷çè ø
N

さらに，事前分布は，それに共役な“Normal-Gamma”を用いる．
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また，t 分布は以下のように定義する．
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　θ を固定したもとでの平均報酬の分布 pθ (r|w) については，K 個のサンプル　　　　　　　
が与えられたもと，平均報酬の平均 r̃ (θ) と，分散 ṽ (θ) はそれぞれ，
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式（7），（8）は，以下の報酬の平均の周辺事後分布から導出できる．
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　また，方策パラメータの分布 p (θ |ρ) については，J 個の重みとサンプル　　　　　　　　　 
　　　　　　が与えられたもとで，方策パラメータの予測分布は以下で与えられる．
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4.　提案手法
　この章では，本稿の提案手法である，目的関数の定式化とその最適化アルゴリズムについて
述べる．

　4. 1　目的関数の定式化
　q (θ) を最適化する方策パラメータの分布，p (θ) を現状の行動出力に使われる方策パラメー
タの分布，φ (θ)を方策パラメータの事前分布とする．初めに，変分法を用いて，以下のカルバッ
ク距離を最小化することを考える．

( ) ( )( ) ,KL q pθ θ
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この定義では，　　　　　は，エントロピーによる正則化の強さを表し，β > 0は逆温度である．
最適化アルゴリズムでは，α は利用者が設定する定数とし，β は最適化する変数であるとする．
　カルバック距離の正値性を用いると，本稿の鍵となる不等式が導出される．
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（11）

　よって，目的関数 F (β) を

　　　 ( ) ( ) ( )( )( ) ( ) ( ) ( )( )( )1
log 1 ,F Z KL q p KL qβ α θ θ α θ φ θ

β
æ ö÷çº + + - ÷ç ÷çè ø 　（12）

で定義すると，F (β) のβ に対する最小化は， J̃ (q) の上限を与える．また，目的関数の主要項
log Z は平均の期待値　　　　　　　の平均報酬の回帰パラメータ p (w|Dr) と方策パラメータ
の予測分布 p (θ |Dp) に関するキュムラントの近似になっている．

0 1α£ £

( ),rp r w drθò
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　定義した目的関数（11）は，明確な解釈と既存手法との関連性を持つ［11］．第一項は，探索不足
を回避するために，報酬の平均の推定値として，単純平均ではなく，そのキュムラントを用い
ているが，それは“K-learning”［15］［16］と関連を持つ．第二項は，現在の探索を行う方策パラメー
タの分布から，更新する新しい方策パラメータへのカルバック距離 KL (q (θ)||p (θ)) であり，
分布が大きく更新されることを防ぐ効果がある．この項を適切に調整することにより，方策の
不安定さを防ぐ手法は，“Trust Region Policy Optimization”［18］や“Relative Entropy Policy 
Search”［17］で用いられている．第三項は，現在の探索を行う方策パラメータの分布から，方策
パラメータの事前分布へのカルバック距離KL (q (θ)||p (θ))である．仮に，p (φ) ≡ 1と置くと（後
の数値実験はこの設定で行った．），この項は方策パラメータの分布 q (θ) のエントロピーとな
り，“Soft Actor Critic”［7］で用いられている．

　4. 2　最適化アルゴリズム
　目的関数 F (β) は以下の重点サンプリングで推定する．

　　　 ( ) ( )( ) ( ) ( )( ) ( ) ( ) ( )( )
1

1 1
log exp 1 ,

J

j

j

F H KL q p KL q
J

β θ α θ θ α θ φ θ
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ただし，θ j は p (θ) からのサンプルθ j ∼ p (θ) であり，H (θ) は，

　　　 ( ) ( ) ( ) ( ) ( ) ( )( )
2

1 log log ,
2

H r v p
βθ β θ θ α φ θ θº + + - -  　（14）

で定義される．この場合には，それぞれのパラメータθ j の重み係数w̃ (θ j) は以下のように得ら
れる．
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KL(q (θ)||p (θ)) およびKL(q (θ)||φ (θ)) については下記の手法で推定する．まず，KL(q (θ)||φ (θ))

は，計算の容易さのため，更新されたあとの方策パラメータの分布でなく，データを生成する
方策パラメータの分布 p (θ) を用いることとする．

　　　 ( ) ( )( ) ( ) ( )( ) ( )
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1
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j j
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» » ~å 　（16）

KL (q (θ)||p (θ)) については，許容量 δ 1 を設定し，KL (q (θ)||p (θ)) < δ 1 を満たすよう定める．
KL (q (θ)||p (θ)) は，学習速度と学習の頑健性のトレードオフを表現していて，勾配法による学
習で用いられる学習係数に相当する．さらに，アルゴリズムの頑健性は，重点サンプリング（13）
の精度にも依存している．重点サンプリングの精度は，以下に定義される“Effective Sample 
Size（ESS）”［10］で計測する．
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これらの考察から，定数KL (q (θ)||p (θ))を次の二つの拘束条件を満たすなかでの最大値とする．

　　　 ( ) ( )( ) 1 2, .KL q p ESSθ θ δ δ£ £ 　（17）

KL (q (θ)||p (θ))，β の探索には線形探索を用いる．探索は，KL (q (θ)||p (θ)) = 0 から始め，（17）
が満たされている間，それぞれの KL (q (θ)||p (θ)) でβ を最小化しながら，KL (q (θ)||p (θ)) を
増加させる．
　目的関数の最適化アルゴリズムを Algorithm 1 に記述する．このアルゴリズムの計算量は，
既存のパラメータベースの方策探索と同じオーダーである．

Algorithm 1　目的関数の最適化アルゴリズム

入力： 方策パラメータの初期分布 p (θ 0)，エントロピーの係数α，カルバック距離の閾値 δ 1，ESS の閾
値 δ 2，

出力：方策パラメータの分布 p (θ)
 1: for i = 1 to I （反復数） do
 2:    for j = 1 to J （集団のサイズ） do
 3:       θ j ∝ p (θ) でサンプリング
 4:       E [ j] ← log p (θ j)
 5:       for k = 1 to K （エピソードの長さ） do
 6:          方策θ j でエピソードを実行，結果を R [k] ← rh に代入
 7:       end for
 8:       R [.] と（7），（8）を使って r̃ (θ j)，ṽ (θ j) を計算
 9:    end for
10:    E [.]，（16）を使って，KL (p (θ)||φ(θ)) を計算
11:    （17）の制約下で，（13）をβ，KL (q (θ)||p (θ)) について最適化
12:    （15）を使って w̃ (θ .) を計算
13:    θ ., w (θ .) = J ×  w̃ (θ .)，（9）を使って p (θ) を更新
14: end for
15: return p (θ)

表 1　実験“Pendulum-v1”の報酬

報酬（平均） 報酬（標準偏差）

提案手法 -159.330  14.269

EPHE-RW -306.554 193.666

表 2　“Pendulum-V1”方策パラメータの分布のエントロピー

エントロピー（平均） エントロピー（標準偏差）

提案手法 -0.620 0.333

EPHE-RW -5.344 0.006
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5.　数値実験
　提案手法の有効性を確認するための数値実験を行った．結果の評価は二つの観点から行っ
た．一つ目は，提案手法の頑健性の確認であり，二つ目は，提案手法が報酬の探索と獲得のト
レードオフを，獲得報酬と方策パラメータの分布のエントロピーのバランスとして実現してい
るかの確認である．この目的のため，比較の対象として，“EM-based policy hyperparameter 
exploration using the REPS weighting scheme（EPHE-RW）”［23］を選んだ．EPHE-RW は，報
酬の平均と，方策パラメータの分布（4）を，提案手法で用いるベイズ法ではなく，最尤法で推
定した場合に相当する．さらに，報酬の平均を最尤推定する場合は，平均の推定値の分散は 0
となる (ṽ (θ) = 0)．したがって，これら二つの手法を比較することで，ベイズ法により報酬と
方策パラメータの不確実性を考慮した効果を確認できる．
　タスクとして，OpenAI Gym［2］の“Pendulum-v1”を選択した．このタスクは，状態空間と
行動が連続値を持つ非線形の制御タスクである．方策には，40 個の隠れ素子を持ち，“tanh”
の活性化関数を持つ，3 層のニューラルネットワークを用いた．集団のサイズを J = 26，エピ
ソードの長さを K = 26 として，方策パラメータの反復数を I = 1000 とした．エントロピーの

係数α は，|θ | を方策のニューラルネットワークのパラメータ数として，　　　　　に設定し

た．カルバック距離に関するパラメータは δ 2 = 0.5，ESS に関するパラメータは δ 1 = 0.5 ´ J
に設定した．また，方策パラメータの初期分布 p0 (θ) は，標準正規分布 N (θ |0, 1.0) とした．
　Normal-Gamma の事前分布（6）に関しては，μ 0 = 0，α 0 = -0.5，β 0 = 0.5e - 7，κ 0 = 1.0e - 6
と設定した．この設定では，α 0 に関しては，リファレンス事前分布［1］［25］，残りは無情報に近い
事前分布となる．実験は，10 回の異なる初期値で行い，1000 ステップ中の最後の 100 ステッ
プの報酬と方策パラメータの分布のエントロピーを方策パラメータの数で割った値で評価した．
　数値実験の結果は，表1のとおりである．この結果は，提案手法が，“EPHE-RW”に比べて，
平均獲得報酬が高く，獲得報酬の標準偏差も小さい．
　図 1 は，より詳細な比較のため，学習ステップごとの軌跡を示している．この図から，学習
の初期段階では，提案手法より“EPHE-RW”の方が獲得報酬の増加の速度が速い場合がある
ことが確認される．しかしながら，“EPHE-RW”は，しばしば局所解にはまってそこから抜
け出せないことがあるのに対して，提案手法は，最終的にはほとんど確実に，最適な獲得報酬

1
1α

θ
= -

図 1　10回の試行における獲得報酬の軌跡（左：提案手法，右：“EPHE-RW”）
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を達成していることがわかる．このことは，提案手法が，初期値などの試行間にある確率的な
ゆらぎに対して，強い頑健性を持つことを示している．
　表 2 と図 2 は提案手法と，“EPHE-RW”の間に方策パラメータの分布のエントロピーの明
確な違いがあることを示している．図 2 から，提案手法の方策パラメータのエントロピーは，
学習の初期では，減り続け，アルゴリズムがほぼ最適な解を発見する 400 ステップくらいから
徐々に増加することが確認できる．このふるまいは，提案手法が，探索を制御する方策パラメー
タの分布のエントロピーを通じて，報酬の探索と獲得のあいだでバランスをとり，探索不足を
避けていることを示している．一方で，“EPHE-RW”においては，方策パラメータの分布の
エントロピーは単調に減少し，報酬の探索と獲得のトレードオフを行っている様子を見ること
ができない．

6.　お　わ　り　に
　本稿では，強化学習における学習の頑健性と探索不足の問題に対し，ベイズ法を利用して，
報酬と方策パラメータの不確実性を考慮に入れた新しい目的関数の定式化を行った．さらに，
状態区間と行動が連続値を持つ場合に，目的関数を近似的に最適化する既存のパラメータベー
スの方策探索と同程度の計算量を持つアルゴリズムを開発した．数値実験の結果，提案手法は，
報酬の獲得と報酬の探索を促す方策のパラメータのエントロピーとのトレードオフを最適化
し，有限のサンプル数による確率的なゆらぎに対して従来法より頑健であることがわかった．
　学習が頑健になることによって，タスク達成までの試行回数を削減できることや，学習が進
まず試行錯誤する場合に，ハイパーパラメータの設定や乱数のために学習ができないのか，そ
もそもタスクの難易度が高いことによるのかを判断することが容易となる利点がある．強化学
習は，教師信号を作成するのが難しいタスクや，人による教師信号以外の方法を探索したい場
合に適した手法であり，三つの学習機能のうち一つを占める重要なものであるが，ハイパーパ
ラメータを含む各種設定の難しさから，一部の専門家以外は活用が難しいと考えられていた．
本稿の結果は，この問題を解決し強化学習の広範囲な問題への適用と普及を推進するための一
助となると考える．

─────────

図 2　10回の試行における方策パラメータの分布のエントロピーの軌跡（左：提案手法，右：“EPHE-RW”）
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