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1.　は　じ　め　に
　分散ストレージや分散計算などいわゆるクラウドコンピューティングの技術的な基盤が確立
し，大規模データの収集およびハンドリングの下地は整いつつある．今後は具体的なやりたい
事と，収集された，もしくは流通しているデータとのマッチングを取る手法が探求されていく
と考えられる．
　データ活用の手段としては，これまでも確率的な手法が強力な位置を占め，成果もあげてい
るが，扱うデータの量，次元，複雑なマッチングを行うための高度な確率モデルの必要性など，
既存の手法では対処できない問題が生じている．
　このような状況の中で，少ない統一的な原理で種々の問題を記述できるベイズ法が注目され
ている．特に複雑なマッチングを行う確率モデルは隠れた構造を持ち，従来の最尤法では推論
結果が著しく悪化するが（過学習の問題），ベイズ法を用いれば過学習がおこりにくいことが
証明されている．
　また，データの規模が大きくなる（具体的には，サンプル数および，データの次元が共に
100 万程度を想定）と生じてくる問題点として，変数選択と計算量の問題がある．変数の選択
に関しては，変数が少ない場合には，探索的データ解析などが用いられてきたが，データの量
や次元が大きくなると，各イテレーションの負荷が大きくなり，そのままではスケールしない
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の階層的な分布関数である Polya 分布のベイズ法を用いた推論の定式化を行い，効率的な推
論アルゴリズムを導出する．さらに，それを組み合わせて Latent Dirichlet Allocation モデ
ルを構成し，自然言語処理における，文書集合からトピックを自動的に抽出するタスクへの
適用を行った．
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large-scaled data analysis. This report considers Bayesian method having the strong mathematical back-
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inference algorithm for the Polya distribution which is the robust component for the discrete distributions. 

Then, using the components, we formulate the robust Latent Dirichlet Allocation and apply it to the task 

to extract topics in the natural language processing.
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し，そもそも人の頭で扱える変数の数にも上限がある．
　近年，この問題に対し階層的なパラメータを持つ確率モデルを用意しパラメータをベイズ法
で推論すると，推測誤差とモデルのエントロピーがバランスされて，自動的にモデルの複雑さ
を制御できることが判ってきた．数学的に綺麗な性質を持つベイズ法であるが，実際の計算は，
多重積分を含み計算量の観点から実用上の困難を抱えていた．1990 年代後半から，モンテカ
ルロ法や変分法など計算的な手法の開発も進み普及が進んでいるが，ラージスケールな問題に
適用するには計算量の観点からもう一工夫必要である．

2.　目的
　複雑なマッチングを行う大規模な統計モデルであっても，うまく分解すれば，基本的なコン
ポーネントの組み合わせで表現することができる．それにより，基本的なコンポーネントをモ
ジュールとして，より複雑なモデルを組みあげることができる．本論文の目的として，隠れた
構造を持つ確率モデルのなかで基本的であり，より複雑なモデルの部品を構成するものとし
て，離散量を持つ階層的な Polya 分布のベイズ法を用いた推論の定式化を行い，効率的な推論
アルゴリズムを導出する．さらに，それを組み合わせて Latent Dirichlet Allocation モデルを
構成し，自然言語処理における，文書集合からトピックを自動的に抽出するタスクへの適用を
行い，モジュール化の有用性を確認する．

3.　対象
　定式化したモデルの応用として，自然言語処理を選択した．自然言語処理のタスクでは，対
象とするデータの次元が，文字の種類や，単語の数，またそれらの組み合わせで構成される場
合が多い．例えば 1万種の単語の組み合わせを考えると，文中で実際に共起した単語のペアだ
けを対象にしても 100 万次元を越えることがあり，大規模な確率モデル研究の主戦場となって
いる．また，対象データの数も例えばWWWなどをソースとする場合にはペタバイト級の量
を扱う必要があり，エンタープライズサーチと呼ばれる，企業内の文書を横断的に利用するシ
ーンを考えても，文書数は相当なものになっていることが予想される．

4.　定式化と推論アルゴリズムの導出
　本章では，離散分布のベイズ法による効率的な推論アルゴリズムを導出する．次にそれをも
とにより複雑なモデルを構成する手法について述べる．

　4. 1　Polya分布の階層ベイズ
　Polya 分布は，階層化された多項分布であり，階層化することにより頑健なパラメータ推定
が可能であることがわかっている．パラメータ推定については，効率的なベイズ推定のアルゴ
リズムが知られている［3］．

　　4. 1. 1　定式化
　出力K次元の Polya 分布からN点のサンプルDが得られたものとする．そのときモデルの
尤度は，
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と定義し，(a1, …, aK) はモデルパラメータである．

　　4. 1. 2　準備
　後に，ガンマ関数の性質
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およびベータ積分の定義

1 1 1
0

( ) ( ) ( 1) ! ( 1) !( , ) (1 )
( ) ( 1) !

p qp q p qB p q x x dx
p q p q

− −− −
= = = −

+ + − ∫
G G
G

(3)

を用いる．

　　4. 1. 3　更新アルゴリズムの導出
　ここで，ak の更新則を導出する．
　(1) の 1 項目については，ベータ積分の定義 (3) から，
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と書ける．よって補助変数 xi を
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からのサンプルとして導入する．
　2項目については，ガンマ関数の性質 (2) から，
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からのサンプルとして導入する．
　これらの補助変数 xi，yi を用いると，ベイズの定理より aの事後分布は，
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と書ける．
　そのとき，事前分布 p(ak) をガンマ分布，
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からサンプリングすることにより更新できる．

　4. 2　Latent Dirichlet Allocation（LDA）
　前節で定式化した，Polya 分布をコンポーネントとして用いて，ラベルのついていない文書
集合から自動的にトピックを抽出する自然言語処理タスクを考えてみる．まず，確率的なモデ
ル化においては，データが発生する過程を書き下す（これを生成モデルと呼ぶ）ことからはじ
める．文書集合は，K個のコンポーネントから生成されていることを仮定する．その時文書
D（語の数L）は以下の過程で生成されると考える．

● q ∼ Dir (a) Dirichlet 分布でK個のトピックを生成するモデルのパラメータを生成
● hk ∼ Dir (bk) Dirichlet 分布でK個のそれぞれのトピック kに含まれる単語のパラメータ
を生成

●L個のそれぞれの語wl について
－ zl ∼Mutinomial (q) 多項分布でトピックを生成
－wl ∼Multinomial (hzl ) トピック zl で条件付けられた多項分布で語wl を生成を繰り返し
てL語の文書D = (w1, w2, …, wL) を得る．このプロセスを表現する確率モデルを LDA
と呼ぶ．

また，別の見方をすると LDAは非負行列の圧縮と考えることもできる．縦軸に各文書（文書
数N），横軸に文書に含まれる単語の数（単語数M）を表現しているN ×M行列を考えると，
LDAはこの行列をN × Kの非負行列とK ×Mの非負行列の積に分解する．一般には，Kを
K << N, M の範囲で選ぶので，N ×M << (N +M) Kを満たし，与えられた行列の少ない要素数
での近似を求めることに対応する．

　　4. 2. 1　Kの決定
　隠れ変数を持つ LDAのようなモデルにおいては，一般にKのようなハイパーパラメータを
どう設定するかが問題となってきた．この場合ではKを小さく取りすぎるとうまく行列を近
似できないし，逆にKを大きくとると，データに含まれるノイズを拾ってしまい過学習につ
ながる．ところが近年，この問題に対しベイズ法を用いてパラメータの推定を行うと近似誤差
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とモデルのエントロピーが自動的にバランスされて過学習の問題が起こりにくくなることが理
論的に証明された．これは，LDAのパラメータ推定に最尤法（この場合は二乗誤差の最小化
にあたる）を用いると，最もノイズに適合したパラメータが推定され，精度が著しく悪化する
のと対照的である．また，本論文の定式化では，近似を用いない完全なベイズ推定のアルゴリ
ズムを導出しているので，汎化誤差最小に基づくWAIC［4］を用いてKの選択問題を解くこと
ができる．

　　4. 2. 2　定式化
　観測される単語列をW = (w1, …, wL)，隠れ変数である選択されたトピックの列を Z = (z1, …, 
zL)，q，h，a，bは上述のパラメータとして，
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であり，p(q | a)，p (hk | bk) は，ディリクレ分布
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である．
　このように分布関数を設定すると，式 (12) において q，hの積分が解析的に実行できる．
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ただし，nk は k 番目のトピックが観測された回数で，nkm は k 番目のトピックから単語mが
生成された回数（実際には観測できない隠れ変数であることに注意）である．
　この式をよく見ると，各成分が Polya 分布の式 (1) の積で構成されていることが分かるので，
何らかの方法で隠れ変数 Z = (z1, …, zL) が推定できれば，前の章で述べた Polya 分布のベイズ
推論に帰着できる．

　　4. 2. 3　更新アルゴリズムの導出
　4. 2. 2 項の議論より，隠れ変数 Z = (z1, …, zL) の推定が鍵となるが，それを求めるために，l
番目の隠れ変数 zl 以外の (z1, …, zL) が決っていることを仮定してその時の zl の予測分布を求
めると，
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と非常に簡単な形になる．ただし，最後の変形でガンマ関数の性質
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を用いた．また，dij はクロネッカーの記号である．
　よって更新アルゴリズムは，zl がすでに割り当てられていれば，予測分布 (20) から zl のデー
タを引き抜いた，
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にもとづいてzlの新たなサンプリングを行い，そうでないzlが割り当てられていない場合には，
式 (20) の予測分布から zl をサンプリングする．それを，すべての l で繰り返すことにより
Z = (z1, …, zL) を計算し，Zが確定したらその結果を用いて，Polya 分布の推論に帰着させる．
尚，推論アルゴリズムから明らかなように，LDAの計算量，記憶領域量ともに，行列の要素
数であるO(N ×M) になる．

　　4. 2. 4　実験
　日本語Wikipedia のデータを用いた実験を行った．データの前処理としては，Wikipedia の
項目 9292 件をサンプリングし，形態素解析を行い，形態素のうち全ての項目での合計出現頻
度が 5未満なものは削除した．なお，前処理としては頻度での足切り以外，通常行われる品詞
の選択や，ストップワードの除去等は一切行っていない．結果，総異なり語の数はM = 52174
であった．トピック数K = 30 として，LDAの推論アルゴリズムを適用し各トピック kに典型
的な記事 dおよび，単語wを対数尤度比

( ) ( )( ) log , ( ) log
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p k d p w kScoreDocument k ScoreWord k
p k p w
| |

= = (23)

の順にソートする．以下，自動的に推定されたいくつかのトピックに典型的な記事のタイトル
と単語をスコア順に表 1に示す．
　それぞれ，左に示したトピックには戦争関連の記事が，右に示したトピックには音楽関連の
記事が，キーとなるスコアの高い単語をもとに繋がって抽出されていることがわかる．
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表 1　トピックに特徴的なタイトルと単語

　次に上位 20 件の文書のスコアの平均が全体平均の半分以下であるトピックの重要単語を表
2に示す．スコアの定義よりこれらはどの文書にも満遍なく含まれるトピックをあらわす．表
1で示した典型的なトピックの重要語が主に固有名詞で構成されていたのに比べて，名詞以外
の単語や名詞であっても概念語，もしくは機能語やいわゆるストップワードとなる単語が自動
的に抽出されているのがわかる．文書を単一の分類に分けるいわゆるクラスタリングのモデル
では，これらの語が分類の曖昧さを引き上げるため注意深く前処理する必要があるが，LDA
ではトピックの混合をモデリングしているので，これらの語の影響を引き抜いて，より適切な
トピックを抽出できたと考えられる．

表 2　文書のスコアが低いトピックの単語

5.　お　わ　り　に
　階層的なベイズモデルの大規模問題への適用に関して，基礎となるモデルの定式化および，
効率的なアルゴリズムを導出，実装し，自然言語処理タスクに適用した．今後は，実際のタス
クに適用して，モデルの性能を評価すること，および，これらのモデルをコンポーネントとし
て，ネットワーク構造を含む，より複雑な確率モデルを構築する手法を考察する予定である．
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また，より大規模な問題に適用するための並列分散化についても検討する必要があると思われ
る．

─────────
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